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Ekonometryczny model krótkoterminowego prognozowania zużycia gazu

Econometric model of short-term natural gas consumption forecasting 
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STRESZCZENIE: W celu opracowania modelu krótkoterminowego zapotrzebowania na gaz konieczne jest dokonanie analizy naj-
nowszych metod prognozowania matematycznego w celu wyboru i zaadaptowania właściwej z nich (spełniającej warunek efektyw-
ności i skuteczności). Niezbędne jest rozpoznanie i analiza czynników (głównie środowiskowych) wpływających na wynik krótkoter-
minowych prognoz oraz źródeł danych możliwych do wykorzystania. Efektem wykonanej pracy jest model numeryczny krótkotermi-
nowego zapotrzebowania na gaz dla wybranej jednostki terytorialnej kraju. Opracowany model został skalibrowany i przetestowany 
na historycznych danych opisujących warunki środowiskowe i rzeczywiste zużycie gazu. Zaprojektowano i skalibrowano, na podsta-
wie wybranego zestawu atrybutów (zmiennych objaśniających), niejednorodny liniowy model ekonometryczny. Dokonano statystycz-
nej weryfikacji oszacowanych parametrów modelu. Warto zauważyć, że w krótkim terminie wykonania prognozy (7 dni) nie zacho-
dzą znaczące zmiany w otoczeniu rynku gazowego (uruchomienie nowych inwestycji, podłączenie nowych użytkowników do syste-
mu czy zmiany zapotrzebowania wynikające ze zmieniających się warunków makroekonomicznych). Inne czynniki techniczne, takie 
jak awarie linii produkcyjnych u odbiorców czy przestoje przemysłowe, są trudne do przewidzenia lub wiedza o nich rzadko jest do-
stępna. Z tego względu jedynymi czynnikami mogącymi mieć wpływ na zmiany zapotrzebowania gazu w krótkim terminie są czynni-
ki pogodowe, które zostały wybrane jako zmienne objaśniające dla opracowanego modelu. Historyczne dane pogodowe zostały pobra-
ne z usługi sieciowej (web service) OpenWeatherMap History Bulk. Jako zmiennej objaśnianej użyto dobowych wartości zużycia gazu 
dla jednego z województw Polski południowej. Dane zostały pobrane z systemu wymiany informacji operatora gazociągów przesyło-
wych. Dane dotyczą okresu trzyletniego, gdyż tylko takie dane zostały upublicznione. Zmienne objaśniające obejmują dobowe warto-
ści danych pogodowych, takich jak: średnia temperatura, temperatura odczuwalna, temperatura minimalna, temperatura maksymalna, 
ciśnienie atmosferyczne, wilgotność względna, prędkość wiatru i kierunek wiatru.

Słowa kluczowe: model ekonometryczny, krótkoterminowe prognozowanie, zużycie gazu.

ABSTRACT: In order to develop a mathematical model of short-term gas demand, it is necessary to analyze the latest mathematical 
forecasting methods in order to select and adapt the right one (meeting the condition of efficiency and effectiveness). It is necessary to 
recognize and analyze factors (mainly environmental) affecting the result of short-term forecasts and sources of data that can be used. 
The result of the work is a numerical model of short-term gas demand for a selected territorial unit of the country. The developed model 
was calibrated and tested on historical data describing environmental conditions and real gas consumption. A heterogeneous linear econo-
metric model was designed and calibrated on the basis of a selected set of attributes (explanatory variables). The estimated parameters 
of the model were statistically verified. It is worth noting that in the short term of the forecast (7 days) there are no significant changes 
in the gas market environment (launching new investments, connecting new users to the system, or changes in demand resulting from 
changing macroeconomic conditions). Other technical factors, such as production line failures at customers or industrial downtime, are 
difficult to predict, or knowledge about their occurrence is rarely available. For this reason, the only factors that may have an impact 
on changes in gas demand in the short term are weather factors, which were selected as explanatory variables for the developed model. 
Historical weather data was retrieved from the OpenWeatherMapHistoryBulk web service. Daily values of gas consumption for one of 
the voivodships of southern Poland were used as the response variable. The data was downloaded from the information exchange system 
of the transmission pipeline operator. The data covers a three-year period, as only such data has been made public. The explanatory 
variables include the daily values of weather data such as: average temperature, chilled temperature, minimum temperature, maximum 
temperature, atmospheric pressure, relative humidity, wind speed and wind direction.
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Wstęp

W ostatnich latach obserwowany jest wzrost zużycia gazu 
w kraju (o około 1 mld m3 rocznie). Problem racjonalnego  
(pod względem rytmiczności i ciągłości dostaw) dostarcza-
nia gazu do odbiorców staje się ważny z przyczyn ekono-
micznych oraz wymogów bezpieczeństwa energetycznego. 
W celu spełnienia tak postawionego zadania konieczna jest 
wiedza o bieżącym zapotrzebowaniu na gaz w rozbiciu na jed-
nostki terytorialne kraju (Paliński i Łucki, 2006; Soldo, 2012; 
Rogowska, 2017, 2018; Siewierski et al., 2017; Tamba et al., 
2018). Podstawowym sposobem uzyskania takiej wiedzy jest 
wykonywanie możliwie dokładnych krótkoterminowych pro-
gnoz (do 7 dni) zapotrzebowania na gaz. Skuteczną metodą 
wykonywania takich prognoz jest posługiwanie się opraco-
wanym numerycznym modelem zużycia gazu. W celu opra-
cowania modelu zapotrzebowania na gaz konieczne jest do-
konanie analizy najnowszych metod prognozowania matema-
tycznego w celu wyboru i zaadaptowania właściwej (spełnia-
jącej warunek efektywności i skuteczności). 

Wybór modelu i podstawowe założenia

Z przeglądu literaturowego związanego z krótkotermino-
wym prognozowaniem zużycia energii wynika, że autorzy 
opracowań, publikacji i wdrożonych aplikacji stosowali róż-
ne rozwiązania badanego problemu:
• sieci neuronowe (Cieślak, 1996; Kelner, 2003; Wójcik, 2005; 

Maciejasz, 2006; Kogut, 2007; Jeżyk i Tomczewski, 2014; 
Szoplik, 2015; Cieślik i Kogut, 2016; Zheng et al., 2017);

• adaptacyjne metody regresyjne (Sokołowski i Pasztyła, 
2004; Czapaj et al., 2019);

• algorytmy genetyczne (Yu i Xu, 2014);
• liniowe modele ekonometryczne (Łucki, 1988; Zieliński, 

1995; Gawlik, 2008; Łucki et al., 2008; Bianco et al., 2014a, 
2014b).
Większość opracowań oparta jest na algorytmach należą-

cych do szeroko pojmowanej grupy metod sztucznej inteligen-
cji, w szczególności sieci neuronowych. Niejednokrotnie wy-
bór metody zdeterminowany jest ograniczeniami związanymi 
z dostępem do wiarygodnych danych. Wybór modelu ekono-
metrycznego zastosowany w tym opracowaniu podyktowany 
był głównie ograniczonym dostępem do dobowych danych zu-
życia gazu dla danego obszaru kraju. Tematem artykułu jest 
próba opracowania ekonometrycznego modelu krótkotermi-
nowego prognozowania zużycia gazu na podstawie bieżących 
prognoz pogody (Zeliaś et al., 2003).

Wybrano liniowy model ekonometryczny. W pierwszej ko-
lejności zdefiniowano zmienną objaśnianą opisującą dobowe 

zużycie gazu [tys. m3] oraz zmienne objaśniające opisujące 
czynniki pogodowe. Wzorując się na danych literaturowych, 
dodano do modelu zmienną, która wyraża bazowy dzień tygo-
dnia wykonywania prognozy. Dokonano rangowania i robo-
czym dniom tygodnia przypisano wartość 1, sobotom – war-
tość 2, a niedzielom i świętom – wartość 3. Eksperymenty 
numeryczne wykonane na modelu z opisywaną zmienną nie 
wykazały żadnego istotnego wpływu tej zmiennej na wartość 
prognozy i dlatego została ona usunięta z modelu. Metoda 
wyboru zbioru danych historycznych, służących do kalibra-
cji modelu, została opisana w dalszej części opracowania. 
W tym miejscu warto zaznaczyć, że zadbano o to, aby zale-
cane proporcje między liczbą parametrów modelu (k) a licz-
bą danych (n) były zachowane. Autorzy literatury przedmiotu 
wskazują, że liczba zmiennych modelu (szczególnie w przy-
padku modeli liniowych) nie może przekraczać liczebności 
serii danych (Wydymus, 1984; Szmigiel i Mercik, 2000). 
W rzeczywistości powinno być ich istotnie mniej, gdyż róż-
nica pomiędzy liczbą danych (n) a liczbą zmiennych (k), zwa-
na liczbą stopni swobody modelu, ma istotny wpływ na sta-
tystyczną weryfikację poprawności oszacowanych parame-
trów (Welfe, 1988; Osińska, 2006; Gładysz i Mercik, 2007; 
Goryl et al., 2009).

Niejednorodny liniowy model ekonometryczny z wie-
loma zmiennymi objaśniającymi można zapisać w postaci 
(Zeliaś et al., 2003):

yt = α0 + α1 Xt1 + α2 Xt2 + … + αk Xtk + εt

gdzie:
yt – zmienna objaśniana o wartościach empirycznych 

w okresie t,
Xtj – zmienna objaśniająca o wartościach empirycznych 

w okresie t,
αj – nieznane parametry modelu,
εt – składnik losowy.
Powyższy model można zapisać w postaci macierzowej:
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Po oszacowaniu parametrów strukturalnych model przyj-
muje postać:

tkkttt XaXaXaay +++= 22110ˆ

gdzie:
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 – teoretyczna wartość zmiennej objaśnianej w okresie t,
aj – wyliczony estymator nieznanego parametru αj.
Wyrażenie:

nazywane jest resztą modelu.
Oszacowanie nieznanych parametrów modelu przeprowa-

dza się metodą najmniejszych kwadratów, polegającą na wy-
znaczeniu minimum sumy kwadratów reszt modelu:

min
1

2 →
=

n

t
te

Funkcja ta osiąga minimum w punkcie:

a = (XTX)−1 XTy

Po wstępnym wyborze zmiennych objaśniających modelu 
należy dokonać ich oceny i ewentualnej eliminacji. Czynnikiem 
oceny jakości zmiennych objaśnianych jest ich współczyn-
nik zmienności:

%100
X
s

V =

gdzie:
s – odchylenie standardowe z próby,

 – średnia z próby.
Przyjmuje się arbitralnie, że wartość ta powinna przekra-

czać 10%.
Zasadniczym kryterium doboru zmiennych objaśniają-

cych modelu jest metoda pojemności informacyjnej Hellwiga. 
Polega ona na:
• wyznaczeniu wszystkich k = 2n−1 podzbiorów zbioru zmien-

nych objaśniających,
• przypisaniu każdemu z tak wyznaczonych podzbiorów (k) 

integralnej pojemności nośników informacyjnych:

=
j

kjk hH

gdzie:

=
i ij

j
kj r

r
h

2
0  – indywidualna pojemność j-tej zmiennej                  

              w k-tej kombinacji (podzbiorze),
r0j – współczynnik korelacji j-tej zmiennej objaśniającej ze 

zmienną objaśnianą,
rij – współczynnik korelacji j-tej zmiennej objaśniającej 

z i-tą zmienną występującą w tej kombinacji (zbiorze).
Parametr Hk przyjmuje wartość z przedziału < 0, 1>. Im jego 

wartość jest większa, tym wytypowana kombinacja zmiennych 
lepiej opisuje modelowane zjawisko. Na użytek tej pracy przy-
jęto, że wartość Hk nie może być mniejsza od 0,4.

Po wyznaczeniu parametrów strukturalnych modelu należy 
dokonać jego weryfikacji. Służy do tego celu szereg parametrów.

1. Miarą dopasowania oszacowanego modelu do danych em-
pirycznych jest współczynnik determinacji:
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gdzie:
y  – średnia arytmetyczna z serii danych empirycznych 
zmiennej objaśnianej. Współczynnik ten przyjmuje war-
tości z przedziału < 0, 1> i informuje, jaka część całkowi-
tej zaobserwowanej zmienności zmiennej objaśniającej zo-
stała wyjaśniona przez model.

2. Nieobciążonym estymatorem wariancji składnika losowe-
go jest wariancja resztowa:
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Pierwiastek kwadratowy z wariancji resztowej Se nazywa-
ny jest odchyleniem resztowym modelu. Informuje on, o ile 
średnio wartości teoretyczne modelu różnią się od warto-
ści empirycznych zmiennej objaśniającej.

3. Współczynnik zmienności resztowej informuje, o ile średnio 
wartości zmiennej objaśnianej stanowią odchylenia losowe.

%100
y
SV e

e =

4. Zakłada się, że estymatory aj parametrów αj mają rozkład 
normalny.

aj : N(αj, D(aj))

Estymatorem nieznanego odchylenia standardowego D(aj) 
jest:

( ) jjej cSaS =

gdzie:
cj – elementy głównej przekątnej macierzy (XTX)−1. Mając 
oszacowane średnie błędy estymatorów, można zapisać:

αj = aj + −S(aj)

5. Miarą oceny trafności doboru poszczególnych zmiennych 
objaśniających jest test istotności pojedynczej zmiennej 
objaśniającej przeprowadzany w formie weryfikacji hipo-
tezy statystycznej.
Zakładamy hipotezę zerową H0: αj = 0 oznaczającą, że 
zmienna xj nie ma wpływu na wartość zmiennej y, przeciw 
hipotezie alternatywnej H1: j ≠ 0 oznaczającej, że zmienna 
xj ma wpływ na wartość zmiennej y. Sprawdzianem hipo-
tezy jest ocena statystyki
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( ) ( )j
j

j aS
a

at =

W przypadku gdy:

( ) Qj tat ,α>

odrzucamy hipotezę zerową (H0) na rzecz hipotezy alternatyw-
nej (H1), tzn. zmienna xj ma istotny (statystycznie) wpływ na 
zmienną y. W przeciwnym przypadku nie ma przesłanek do 
odrzucenia hipotezy zerowej (Domański, 1990; Gajda, 2001).

Parametr tα,Q jest wartością krytyczną rozkładu t-Studenta 
dla poziomu istotności α oraz dla Q = n – k−1 stopni swobo-
dy. Dla celów tego opracowania przyjęto α = 0,05.

Proponowany zbiór zmiennych objaśniających dla opraco-
wanego modelu zawiera następujące atrybuty:
x1 – średnia (dobowa) temperatura otoczenia [K];
x2 – temperatura odczuwalna [K];
x3 – temperatura (dobowa) minimalna [K];
x4 – temperatura (dobowa) maksymalna [K];
x5 – gradient średniej temperatury otoczenia [K];
x6 – gradient temperatury odczuwalnej [K];
x7 – gradient temperatury minimalnej [K];
x8 – gradient temperatury maksymalnej [K];
x9 – ciśnienie atmosferyczne [hPa];
x10 – wilgotność względna powietrza [%];
x11 – prędkość wiatru (uśredniona dobowo) [m/s];
x12 – kierunek wiatru [stopnie azymutu N = 0°].

Gradient temperatury zdefiniowany jest w modelu jako 
różnica temperatury w dniu pomiaru i temperatury w dniu 
poprzednim.

Wybór modelu ekonometrycznego generuje pewne ograni-
czenia związane ze zjawiskiem sezonowości, które jest charak-
terystyczne zarówno dla zużycia gazu jak i zmian pogodowych. 
Zjawisko sezonowości występuje zarówno po stronie danych 
historycznych, jak i wyników prognozy. W przypadku prognoz 
krótkoterminowych (7 dni) zmienność warunków pogodowych 
nie jest jednak związana z sezonowością, którą (po stronie wy-
ników) można zaniedbać. Jeśli chodzi o wyeliminowanie sezo-
nowości po stronie danych historycznych, to opracowano model 
wyboru danych do kalibracji, który pozwala zminimalizować to 
zjawisko. Jest rzeczą oczywistą, że czynniki pogodowe są jed-
nymi z wielu wpływających na zużycie gazu. Z tego względu 
zadaniem modelu jest, w zasadniczej mierze, wychwycenie je-
dynie zmienności zużycia gazu w krótkim okresie wynikającej 
ze zmiany warunków pogodowych, a nie „wyjaśnienie” dobo-
wego zużycia gazu czynnikami pogodowymi.

Najbardziej istotną innowacją, odróżniającą opracowany mo-
del od innych rozwiązań prezentowanych w literaturze, jest algo-
rytm wyboru danych historycznych wykorzystywanych do ka-
libracji parametrów. Przyjęto założenie, że warunki pogodowe 

w krótkim okresie (tygodniowym) w odniesieniu do wartości 
średnich dobowych temperatur nie ulegają znaczącym zmianom. 
Parametry pogodowe w prognozowanym okresie powinny, z du-
żym prawdopodobieństwem, mieścić się w założonych przedzia-
łach w odniesieniu do wartości zarejestrowanych w dniu wykony-
wania prognozy (tzw. dniu bazowym). Ten dzień w dalszej czę-
ści opracowania jest nazywany dniem bazowym (oznaczonym 
przez T0). Zakresy zmienności wszystkich parametrów pogodo-
wych zostały empirycznie wyznaczone poprzez współczynniki 
zmienności wyliczone oddzielnie dla okresów jesienno-zimo-
wych i wiosenno-letnich. Danymi wejściowymi do prognozy są:
• wartość odbioru gazu q0 zarejestrowana w dniu wykony-

wania prognozy;
• wartości parametrów pogodowych x0,j (j = 1…12) zareje-

strowanych w dniu wykonywania prognozy;
• wartości prognozowanych (w okresie siedmiodniowym) 

parametrów pogodowych xk,j (k = 1…7, j = 1…12);
• oznaczenie okresu (sezonu), w jakim wykonywana jest 

prognoza (1 – sezon jesienno-zimowy [15 października 
do 30 kwietnia], 2 – sezon wiosenno-letni [1 maja do 14 
października]).
Algorytm wyboru danych historycznych, parametrów mo-

delu i ich kalibracji odpowiada następującemu schematowi:
1) Wybierany jest podzbiór parametrów modelu (zmiennych 

objaśniających), dla których dokonana zostanie próba do-
pasowania do danych empirycznych. Zakłada się, że liczba 
wybranych parametrów będzie większa od dwóch oraz że 
przynajmniej jedna ze zmiennych z zakresu do x1 do x4 bę-
dzie reprezentowana. Na tej podstawie tworzony jest wek-
tor wartości przypisanych wybranym atrybutom z dnia T0.

2) Dla tak wybranego wektora parametrów pogodowych usta-
lany jest górny i dolny zakres ich zmienności z uwzględ-
nieniem sezonu. Następnie z całego zbioru danych histo-
rycznych wybierany jest podzbiór rekordów, dla których 
wartości wyznaczonych parametrów (w pkt 1) mieszczą 
się w wyznaczonych zakresach.

3) Dla tak wybranego podzbioru testowego wyliczane są nie-
znane parametry modelu aj oraz wartości zmiennej obja-
śniającej. Następnie wyliczane są parametry dopasowania 
modelu, które muszą spełniać założone kryteria:
• współczynnik integralnej pojemności nośników infor-

macyjnych Hk > 0,4;
• współczynnik determinacji R2 > 0,6;
wszystkie oszacowane parametry strukturalne modelu dla 
danej kombinacji zmiennych muszą spełniać kryterium 
istotności ( ( ) Qj tat ,α> ).

4) W przypadku niespełnienia założonych kryteriów elimino-
wane są kolejne rekordy ze zbioru testowego z zastosowa-
niem zasady, że kolejno usuwane są rekordy, dla których róż-
nice miedzy wartościami empirycznymi i wyliczonymi (dla 
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zmiennej objaśniającej) są największe. W przy-
padku poprawnego dopasowania rejestrowany 
jest komplet wyników. Proces eliminacji rekor-
dów trwa do uzyskania poprawnego dopasowa-
nia rozwiązania lub wyczerpania liczby rekordów 
możliwych do usunięcia. Graniczna liczba rekor-
dów, poniżej której nie można już kontynuować 
procesu odrzucania, została ustalona jako trzy-
krotna liczba parametrów modelu.

5) W przypadku braku uzyskania rozwiązania 
w punkcie (4) następuje powrót do punktu (1), 
w którym losowany jest kolejny podzbiór atry-
butów i procedura jest powtarzana.
Po zakończeniu opisanej wyżej procedury wyli-

czana jest teoretyczna wartość zużycia gazu P0 w dniu 
wykonywania prognozy (dniu bazowym T0) i w ko-
lejnych dniach prognozy. Wielkość ta (w dniu T0) po-
winna być odtworzona. Różnice pomiędzy wartością 
wyliczoną w tym dniu a wartością zarejestrowaną 
wynikają, poza oczywistymi czynnikami związany-
mi z błędem metody, z faktu, że dane historyczne dotyczące 
zużycia gazu rejestrowane były w innych warunkach związa-
nych z otoczeniem rynku na tym terenie. Jak wcześniej zazna-
czono, model ma opisywać, jak zmienia się, z dnia na dzień, 
zużycie gazu w reakcji na zmianę pogody.

W związku z tym wyliczone dane prognozy zostaną prze-
skalowane stałym czynnikiem multiplikatywnym, tak aby wy-
liczona wartość zużycia gazu odtwarzała wartość rzeczywistą 
z dnia T0. W ramach eksperymentów związanych z testowaniem 
modelu wymuszono działanie algorytmu dla kolejnych liczeb-
ności wybieranych zmiennych objaśniających, rozpoczynając 
od 3 zmiennych. Warto zauważyć, że w każdej realizacji opi-
sywanego algorytmu budowany jest inny model (co do zakre-
su atrybutów modelu i wyboru podzbioru danych testowych).

Testowanie modelu

Podstawowym zagadnieniem prezentowanego opracowa-
nia była ocena danych historycznych. Rozdzielono je na dwa 
zbiory, reprezentujące sezon jesienno-zimowy i wiosenno-letni. 
Podział taki uzasadniony był tym, że w obydwu tych okresach 
następuje znacząca zmiana zużycia gazu związana z wykorzy-
staniem gazu do ogrzewania gospodarstw domowych i innych 
obiektów. Nie bez znaczenia pozostaje fakt, że zmienność pa-
rametrów pogodowych w obu tych okresach nieznacznie się 
różni. Dokonano oszacowania zmienności parametrów pogodo-
wych przy wykorzystaniu współczynnika zmienności (tab. 1).

Ze względu na duże różnice w rzędach wielkości wartości 
poszczególnych zmiennych, aby uniknąć błędów wynikających 

z obliczeń numerycznych, wartości wszystkich zmiennych 
unormowano, przyjmując wartość 1 dla maksymalnej warto-
ści z serii danych danej zmiennej. W celu korzystania z opra-
cowanych modeli w wartościach realnych zachowano infor-
macje o wartościach referencyjnych xref (odpowiadających 
unormowanej wartości 1) dla każdej zmiennej.

Uzyskane wyniki

Opracowany model przetestowano przy wykorzystaniu zbio-
ru danych historycznych pochodzących z trzyletniego okre-
su. Dane dotyczące zużycia gazu pochodzą z publikowanego 
– w systemie wymiany informacji firmy przesyłowej – zbioru.

Zaobserwowano występowanie danych anomalnych, odbie-
gających od średnich z danego okresu, wynikających prawdopo-
dobnie z przerw technicznych, awarii i innych tego typu zdarzeń 
(głównie po stronie odbiorców). Nie dokonano odrzucenia tych 
wartości na wstępnym etapie analizy danych, gdyż zastosowa-
ny algorytm sam je odrzuca w trakcie dopasowywania modelu.

Historyczne dane pogodowe dla badanego obszaru kraju zo-
stały pobrane z usługi sieciowej (web service) OpenWeatherMap 
History Bulk.

Wybrano sześć zestawów danych wejściowych (tab. 2) 
reprezentowanych dla trzech sezonów jesienno-zimowych 
i trzech okresów wiosenno-letnich. Wybrane zestawy zostały 
zróżnicowane ze względu na warunki pogodowe charaktery-
styczne dla właściwych sezonów:
• zestaw 1 – reprezentuje temperatury dla mroźnej zimy z ła-

godnym wiatrem;

Tabela 1. Współczynniki zmienności zmiennych objaśniających modelu
Table 1. Coefficients of variation of the model’s explanatory variables

Zmienna objaśniająca modelu

Współczynnik zmienności V
[%]

sezon 
jesienno-zimowy

sezon 
wiosenno-letni

Średnia temperatura otoczenia 2,13 1,56

Temperatura odczuwalna 2,52 1,99

Temperatura minimalna 2,17 1,55

Temperatura maksymalna 2,11 1,60

Gradient średniej temperatury otoczenia 0,85 0,80

Gradient temperatury odczuwalnej 0,99 0,99

Gradient temperatury minimalnej 0,87 0,78

Gradient temperatury maksymalnej 0,87 0,84

Ciśnienie atmosferyczne 0,96 0,65

Wilgotność względna powietrza 15,88 15,84

Prędkość wiatru 46,23 37,07

Kierunek wiatru 39,01 39,54
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• zestaw 2 – reprezentuje warunki zimowe charakterystycz-
ne dla odwilży (temperatury bliskie 0°C);

• zestaw 3 – jest charakterystyczny dla chłodnej wiosny lub 
jesieni (średnia temperatura około 8°C);

• zestaw 4 – cechują temperatury charakterystyczne dla póź-
nej wiosny lub wczesnej jesieni;

• zestaw 5 – jest charakterystyczny dla umiarkowanych tem-
peratur letnich;

• zestaw 6 – cechuje temperatury dla ciepłej letniej pogody.
Uzyskane wyniki zaprezentowano w tabelach 3–14. 

Numerem „0” oznaczono parametr wolny modelu (model 
niejednorodny).

Tabela 2. Dane pogodowe ustalone w dniu wykonania prognozy (T0)
Table 2. Weather data determined on the day of the forecast (T0)

 Zestaw 1 Zestaw 2 Zestaw 3 Zestaw 4 Zestaw 5 Zestaw 6

x1 270,05 275,78 281,04 270,19 293,02 297,56
x2 265,99 270,97 275,90 287,50 290,80 297,20
x3 267,85 275,01 278,95 287,30 291,82 296,70
x4 272,73 276,49 283,92 292,33 293,81 298,34
x9 995,32 984,63 1014,38 1011,79 1016,83 1008,67
x10 93,48 89,42 96,21 68,88 54,00 67,25
x11 2,23 4,26 6,46 4,32 2,89 4,24
x12 118,42 206,25 100,42 74,58 154,75 145,42

Tabela 3. Wyniki oszacowania parametrów modelu dla zestawu 1 
z 4 zmiennymi objaśniającymi
Table 3. The results of the model parameters estimation for set 1 
with 4 explanatory variables

H R2 Se Ve

0,749 0,973 0,022 0,026

xi ai t(ai) tα,Q
0 12,677 10,598 2,030
1 −27,562 −3,207 2,030
2 17,641 2,337 2,030
9 −2,250 −3,252 2,030

11 0,419 1,832 2,030

Tabela 4. Wyniki oszacowania parametrów modelu dla zestawu 1 
z 3 zmiennymi objaśniającymi
Table 4. The results of the model parameters estimation for set 1 
with 3 explanatory variables

H R2 Se Ve

0,765 0,993 0,009 0,010

xi ai t(ai) tα,Q
0 8,456 33,282 2,179
4 −4,084 −16,278 2,179
8 0,756 3,372 2,179
9 −4,401 −24,216 2,179

Tabela 5. Wyniki oszacowania parametrów modelu dla zestawu 2 
z 4 zmiennymi objaśniającymi
Table 5. The results of the model parameters estimation for set 2 
with 4 explanatory variables

H R2 Se Ve

0,802 0,978 0,020 0,022

xi ai t(ai) tα,Q
0 13,722 15,010 2,028
1 −12,887 −9,495 2,028
2 2,642 2,626 2,028
9 −2,961 −10,013 2,028
10 0,247 2,681 2,028

Tabela 6. Wyniki oszacowania parametrów modelu dla zestawu 2 
z 3 zmiennymi objaśniającymi
Table 6. The results of the model parameters estimation for set 2 
with 3 explanatory variables

H R2 Se Ve

0,798 0,930 0,049 0,062

xi ai t(ai) tα,Q
0 13,826 12,148 1,996
4 −16,801 −6,302 1,996
8 7,004 3,074 1,996
9 −3,394 −4,833 1,996

Tabela 7. Wyniki oszacowania parametrów modelu dla zestawu 3 
z 4 zmiennymi objaśniającymi
Table 7. The results of the model parameters estimation for Set 3 
with 4 explanatory variables

H R2 Se Ve

0,722 0,988 0,021 0,025

xi ai t(ai) tα,Q
0 14,427 12,593 2,026
2 −10,485 −24,696 2,026
9 −3,243 −3,481 2,026
11 −0,114 −3,931 2,026
12 −0,037 −2,056 2,026
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Tabela 8. Wyniki oszacowania parametrów modelu dla zestawu 3 
z 3 zmiennymi objaśniającymi
Table 8. The results of the model parameters estimation for set 3 
with 3 explanatory variables

H R2 Se Ve

0,794 0,962 0,040 0,049

xi ai t(ai) tα,Q
0 15,553 8,708 2,000
1 −8,125 −4,822 2,000
2 −3,590 −2,481 2,000
9 −3,235 −2,295 2,000

Tabela 9. Wyniki oszacowania parametrów modelu dla zestawu 4 
z 4 zmiennymi objaśniającymi
Table 9. The results of the model parameters estimation for Set 4 
with 4 explanatory variables

H R2 Se Ve

0,505 0,972 0,021 0,025

xi ai t(ai) tα,Q
0 −4,861 −2,243 2,064
4 −14,783 −12,134 2,064
7 9,989 5,187 2,064
10 10,335 5,869 2,064
12 0,232 13,750 2,064

Tabela 11. Wyniki oszacowania parametrów modelu dla zestawu 5 
z 4 zmiennymi objaśniającymi
Table 11. The results of the model parameters estimation for set 5 
with 4 explanatory variables

H R2 Se Ve

0,456 0,975 0,027 0,033

xi ai t(ai) tα,Q

0 17,240 13,450 2,101
2 7,545 2,437 2,101
3 −14,417 −3,513 2,101
9 −9,926 −9,223 2,101
11 0,320 5,543 2,101

Tabela 12. Wyniki oszacowania parametrów modelu dla zestawu 5 
z 3 zmiennymi objaśniającymi
Table 12. The results of the model parameters estimation for set 5 
with 3 explanatory variables

H R2 Se Ve

0,491 0,950 0,034 0,040
xi ai t(ai) tα,Q
0 2,752 4,130 2,012
2 −1,548 −2,280 2,012
10 −0,556 −11,100 2,012
12 0,131 5,448 2,012

Tabela 13. Wyniki oszacowania parametrów modelu dla zestawu 6 
z 4 zmiennymi objaśniającymi
Table 13. The results of the model parameters estimation for set 6 
with 4 explanatory variables

H R2 Se Ve

0,582 0,961 0,032 0,037

xi ai t(ai) tα,Q
0 25,757 12,426 2,052
1 −40,281 −8,691 2,052
3 26,861 5,913 2,052
9 −11,744 −7,211 2,052
12 0,106 3,722 2,052

Tabela 14. Wyniki oszacowania parametrów modelu dla zestawu 6 
z 3 zmiennymi objaśniającymi
Table 14. The results of the model parameters estimation for set 6 
with 3 explanatory variables

H R2 Se Ve

0,550 0,977 0,014 0,015

xi ai t(ai) tα,Q

0 16,663 19,019 2,160
2 −17,795 −6,248 2,160
10 5,586 2,230 2,160
12 −3,748 −5,364 2,160

Tabela 10. Wyniki oszacowania parametrów modelu dla zestawu 4 
z 3 zmiennymi objaśniającymi
Table 10. The results of the model parameters estimation for set 4 
with 3 explanatory variables

H R2 Se Ve

0,513 0,892 0,057 0,071

xi ai t(ai) ta,Q
0 −2,330 −2,062 2,018
7 3,437 3,025 2,018
10 −0,457 −5,516 2,018
12 0,178 5,108 2,018

Na rysunkach 1 i 2 przedstawiono przykładowe wyniki pro-
gnoz (punkty oznaczone jako P1, P2, …, P7 na wykresie) oraz 
wyniki dopasowania wartości empirycznych (punkty ozna-
czone jako T1, T2, …, Tn na wykresie) do wartości wyliczo-
nych z modelu w wariantach dla 4 zmiennych objaśniających.
Analizując otrzymane wyniki, można zauważyć, że:
• uzyskanie akceptowalnego dopasowania dla więcej niż 

4 zmiennych objaśniających napotyka na trudności i jest 
możliwe w nielicznych przypadkach;

• temperatury powietrza mają zasadniczy udział w wyliczo-
nych wartościach zmiennej objaśnianej, co widać w warto-
ściach współczynników modelu. Należy pamiętać, że ob-
liczenia wykonywane są na wartościach unormowanych;
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Rys. 2. Krótkoterminowa prognoza zużycia gazu – zestaw 5. Sezon wiosenno-letni
Fig. 2. Short-term gas consumption forecast – set 5. Summer-spring season

• dla sezonów jesienno-zimowych uzyskano lepsze warto-
ści oszacowania niepewności wyznaczanych parametrów 
(zwłaszcza w przypadku współczynnika H) niż dla sezo-
nów wiosenno-letnich.

Wnioski

1. Zbudowany i zaprezentowany model ekonometryczny może 
być stosowany do krótkoterminowego prognozowania za-
potrzebowania na gaz pod warunkiem rozszerzenia zbioru 
danych zużycia gazu o większą liczbę sezonów w porów-
naniu z danymi wykorzystanymi w opracowaniu.

2. Zbiór zaproponowanych zmiennych objaśnianych daje 
możliwości wyboru wielu kombinacji zmiennych, dla któ-
rych spełnione jest kryterium dostatecznej integralnej po-
jemności informacyjnej i jednocześnie spełnione są kry-
teria istotności.

3. Prognozowanie zużycia gazu w sezonie jesienno-zimo-
wym daje lepsze rezultaty w porównaniu z prognozowa-
niem w sezonie wiosenno-letnim.

4. Zastosowanie liniowych modeli ekonometrycznych w pro-
gnozowaniu krótkoterminowym zużycia gazu jest konku-
rencyjnym rozwiązaniem w porównaniu z zaawansowa-
nymi metodami AI i big data w przypadku, gdy dysponu-
jemy stosunkowo małym zbiorem danych empirycznych.

Rys. 1. Krótkoterminowa prognoza zużycia gazu – zestaw 1. Sezon jesienno-zimowy
Fig. 1. Short-term forecast of gas consumption – set 1. Fall-winter season
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Artykuł powstał na podstawie pracy statutowej pt. Numeryczny 
model krótkoterminowego prognozowania zużycia gazu dla wy-
branych jednostek terytorialnych kraju – praca INiG – PIB na 
zlecenie MNiSW; nr zlecenia: 0062/KP/2020, nr archiwalny: 
DK-4100-0050/2020.
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